
武汉大学学报（工学版）
Engineering Journal of Wuhan University

本文引用格式：罗诗怡,谷艳昌,黄之源,等 .土石坝渗流安全监测数据特征提取方法研究[J].武汉大学学报（工学版）,XXXX,
XX(XX):1-16.
Citation：Luo Shiyi,Gu Yanchang,Huang Zhiyuan,et al.Research on Feature Extraction Methods for Seepage Safety Monitoring 
Data in Earth-Rock Dams[J].Engineering Journal of Wuhan University,XXXX,XX(XX):1-16.

土石坝渗流安全监测数据特征提取方法研究

罗诗怡 1，谷艳昌 1,2,3*，黄之源 1，吴云星 1,2，周稳忠 1

（1. 南京水利科学研究院，江苏  南京  210029； 2. 水利部大坝安全管理中心，江苏  南京  210029； 3. 水灾害防御全国重点实验

室，江苏  南京   210029）

摘要: 针对土石坝渗流监测数据多源、多维及非平稳特性明显的问题，提出一种融合传统物理特征与深度学习特

征的渗流监测数据特征提取方法。从时域、频域等角度提取反映渗流过程基本特性的物理与统计特征，并利用自

编码器实现多源监测数据的深层特征压缩与融合。基于某土石坝工程算例分析表明：物理特征可直接反映坝体渗

流驱动力变化，时频域能够揭示渗流响应滞后及周期变化规律，而深层特征能够综合反映多源监测变量间的非线

性关联，对渗流状态变化表现出更高的整体敏感性和信息融合能力。相比传统特征方法，深层特征在渗流趋势表

征和状态响应方面具有更强的综合表达能力。研究结果表明，多维特征融合能够有效提升渗流性态表征的完整性

与敏感性，为土石坝渗流安全监测及异常识别提供可靠特征基础。
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Research on Feature Extraction Methods for Seepage Safety 
Monitoring Data in Earth-Rock Dams
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Abstract： To address the pronounced multi-source, multi-dimensional, and non-stationary characteristics of 
seepage monitoring data in earth-rock dams, this study proposes a feature extraction method that integrates 
traditional physical features with deep learning – based features. Physical and statistical features reflecting the 
fundamental behavior of the seepage process are extracted from time-domain and frequency-domain 
perspectives, and an autoencoder is employed to achieve deep feature compression and fusion of multi-source 
monitoring data.An engineering case study of an earth-rock dam demonstrates that physical features can directly 
characterize variations in seepage driving forces within the dam body; time- and frequency-domain features 
reveal the lagged response and periodic evolution of the seepage process; and deep features comprehensively 
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capture nonlinear correlations among multi-source monitoring variables, exhibiting higher overall sensitivity and 
information integration capability with respect to seepage state changes. Compared with traditional feature 
extraction methods, the deep features show stronger comprehensive representation capacity in depicting seepage 
trends and state responses. The results indicate that multi-dimensional feature fusion effectively enhances the 
completeness and sensitivity of seepage behavior characterization, providing a reliable feature basis for seepage 
safety monitoring and anomaly identification in earth-rock dams.
Key words： Earth-rock dams； Dam seepage monitoring； Data processing； Feature extraction； High quality

引  言

土石坝作为水库工程中广泛采用的一种坝型，

在水资源调控、防洪减灾等方面发挥着至关重要作

用。我国现役水库大坝大多建于 20 世纪 50 至 70 年

代，其中 90% 以上为土石坝［1］。然而，受历史时期筑

坝技术、材料性能及长期环境荷载等多重因素影

响，许多大坝存在潜在的安全隐患。其中，渗流失

控是威胁土石坝安全极为突出的风险源之一，国内

外溃坝事故分析表明，渗流病害是引发大坝失事的

主要原因。因此，如何基于日益丰富的安全监测数

据，进行有效预处理并提取特征，为渗流病害早期

识别提供高质量特征信息，对于提升大坝安全管理

水平、防范重大工程风险、保障人民生命财产安全

具有重大理论价值与现实意义。

当前，土石坝渗流安全监测已形成多源数据采

集体系，涵盖库水位、降雨量、温度、渗流压力水位、

渗流量等多源监测项目。同时，运行期的大坝是一

个不断变化系统，内因和外因共同影响使得大坝监

测物理量具有很高的非线性特性［2］。所以，运用常

规的线性分析方法难以对大坝安全监测信息进行

全面深入解析，需要应用较先进数据分析方法。高

质量的渗流监测数据是准确、可靠分析的前提，现

实监测数据往往存在噪声干扰、缺失值及量纲不一

致等问题，且早期病害信号微弱，传统人工分析方

法依赖经验判断，存在特征提取不敏感、识别滞后

等局限［3］。如何从海量监测数据中挖掘对渗流病害

敏感的特征，成为水利工程安全监测领域的关键科

学问题。

在此背景下，本文以土石坝渗流安全监测数据

为研究对象，重点围绕渗流监测数据特征如何构建

与应用这一问题展开研究。通过对多源监测数据

进行特征整理、提取与分析，构建多维度渗流特征

体系，并结合工程算例对其应用效果进行验证。

1 渗流监测数据预处理技术  
1. 1　预处理现状简述　

渗流监测是土石坝安全评估的基础，其数据质

量直接影响病害识别精度。早期以人工监测为主，

数据预处理多数采用线性插值和滑动平均去噪等

传统方法。随着技术发展，自动化监测和智能处理

技术逐渐成熟。冯春燕等［4］提出卡尔曼滤波算法可

有效去除测量噪声并优化数据估计，其在土石坝渗

流监测中具有较高精度。周干武等［5］构建了基于物

联网技术的土石坝安全监测自动化系统，实现多源

监测数据的实时采集与管理。在数据预处理方面，

陈斯煜等［6］综合运用多种群并行 Rao-1 算法、变分

模态分解和多种判别指标，提出一种非监督学习的

大坝变形监测数据预处理方法，具备优异的粗差定

位和降噪性能；艾亚涛［7］等采用小波软阈值去噪方

法对原始观测数据进行去噪处理，针对不同类型监

测数据选择不同小波函数及分解层数，保障小波去

噪结果的准确性。

总体而言，多源监测数据易受环境与传感器误

差影响，常存在噪声与异常值，需通过小波滤波与

归一化等方法进行预处理，以提高数据质量并为后

续特征提取与模型构建提供可靠基础。

1. 2　小波滤波处理　

小波变换是一种用于信号处理的数学工具，它

能够有效地在时域和频域上同时进行分析。与传

统的傅里叶变换不同，小波变换能够提供时间和频

率的局部信息，这使得它在处理非平稳信号（如图

像 、声 音 等）时 具 有 很 大 的 优 势 。 本 文 选 用

Daubechies（db）系列小波中的 db4 小波基［8］，主要考

虑其在工程监测时间序列分析中的良好应用基础。

db4 小波具有较好的正交性、紧支撑性及时频局部

化特性，能够在平滑信号趋势的同时保留突变和局

部特征，已被广泛应用于渗流、位移等工程监测数

据的去噪处理中。

小波函数通常具有零平均值，即：

∫ψ ( t ) dt = 0 (1)  
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ψ（t）为小波函数，连续小波变换通过对信号和

一组由母小波生成的小波进行卷积来获得。其定

义为：

W x ( a,b )= ∫x ( t ) ψ*
a,b ( t ) dt (2)  

式中：x（t）—数据信号；ψa，b（t）—通过缩放参数 a 和

位移参数 b 对母小波 ψ（t）进行缩放和平移得到的，

其与母小波之间的关系式为：

ψa,b ( t )= 1
|a|

ψ ( t - b
a

) (3)  

式中：a—尺度参数，可以对母小波进行缩放，控制

着小波的宽度；b—平移参数，控制着小波的位置。

然后，根据设定的阈值对高频细节分量的小波

系数进行处理。通过对高频细节分量的小波系数

进行阈值处理，可有效抑制噪声信号。最后再利用

逆小波变换将处理后的小波系数重构回原始信号

空间，从而实现对原始监测数据的去噪和平滑。

以渗流量监测数据为例，在土石坝正常运行情

况下，渗流量的变化是相对平稳且符合一定物理规

律的。但由于传感器精度、环境振动等因素，原始

数据可能会出现高频噪声波动。通过小波滤波处

理后，能够有效去除这些噪声，使渗流量数据更清

晰地反映真实的渗流变化趋势，为后续分析提供更

可靠的数据基础。

1. 3　归一化　

在土石坝多源监测数据中，不同类型的监测数

据（如渗流量、位移等）具有不同的量纲和数据范

围。例如，渗流量的单位通常为 m3/s，数值可能在

较小范围内波动；而位移的单位为 mm，数值范围也

有其自身特点。如果不进行归一化处理，在后续的

数据处理和模型训练过程中，量纲较大的变量可能

会主导模型的训练过程，影响模型对其他变量特征

的学习，导致模型性能下降。

归一化是将原始数据按照一定的规则映射到

特点的区间，常见的归一化方法有最小—最大归一

化（Min-Max Normalization）和 Z-score 归一化。本

文采用最小—最大归一化对原始数据进行处理。

MIn-Max 归一化通过线性变换将数据映射到

［0，1］区间，其公式为：

xnorm = x - xmin

xmax - xmin
(4) 

式中：xnorm——归一化后的数据；x—原始数据；xmin

—原始数据中的最小值；xmax—原始数据中的最

大值。

通过 Min-Max 归一化将多源监测数据统一映

射至［0，1］区间，消除量纲差异对模型训练的影响，

使各变量在特征提取过程中具有同等权重，提高模

型稳定性与特征表达的公平性，从而更好学习数据

中的潜在规律。

2 多源多维度特征提取  
在土石坝渗流监测中，单一类型特征难以全面

刻画渗流过程的复杂演化规律。为提升渗流性态

表征能力，本文基于多源监测数据融合思想，围绕

物理机理约束与数据驱动表达相结合的原则，构建

了一种面向工程应用的多源多维度特征体系。“多

维度”核心逻辑是：土石坝渗流是环境荷载、坝体结

构、岩土特性等多因素耦合作用的结果，仅通过单

一维度无法全面刻画渗流规律，更难以捕捉早期病

害的微弱信号；而多维度特征可从物理本质、时间

动态、频率分布、非线性关联等多个层面，完整还原

渗流状态并放大病害敏感性。该体系强调特征互

补性与工程针对性，使特征既具物理可解释性，又

具复杂状态敏感性。

2. 1　渗流特征提取技术现状简述　

特征提取是病害性态识别的核心，需兼顾物理

机理与数据规律。Wei Y E 等［9］通过物理模型试验

和数值计算研究了旱灾后斜墙坝的渗流特征，揭示

了裂缝发展、孔隙水压力变化及渗流路径演化规

律，为渗流特征构建提供了实验与理论依据。近年

来，数值方法快速发展，余红玲等［10］提出一种改进

的 深 度 稀 疏 自 编 码 器（deep sparse autoencoder，
DSAE）模型，实现对渗流监测数据异常的有效识

别。廖攀等［11］构建融合特征注意力与时域卷积网

络的半监督模型，提高了时序特征提取能力与异常

判别效果。

在已有研究基础上可以看出，现有研究多侧重

单一类型特征构建，如物理机理特征或深度学习特

征，尚缺乏系统融合框架。针对这一不足，本文以

提升渗流监测数据综合表征能力为目标，构建了一

种面向工程应用的多源多维度特征体系。

在传统物理特征基础上引入时域与频域特征，

并通过自编码器实现物理特征与数据驱动特征的

融合表达，按照“物理响应—时间关联—频率结构

—深层融合”的逻辑进行整合，使各类特征在物理

意义、变化敏感性及信息表达能力方面形成互补，

从而提高渗流监测数据对渗流状态变化的综合表

征能力。

通过上述特征构建方法，本文所建立的多源多

维度特征体系不仅能够反映渗流过程的物理本质
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变化，同时能够捕捉多源监测数据间的非线性关联

特征，为后续渗流性态分析及异常识别提供更加全

面、敏感且具有工程意义的特征基础。

2. 2　特征类型定义与分类　

为避免特征概念在不同分析层面的混用，并提

高本文特征体系表达的规范性与逻辑清晰度，依据

特征的来源、构建方式及工程意义，对本文涉及的

特征进行系统分类与明确定义。本文所述特征是

指通过物理计算、统计分析或数据驱动方法，从原

始监测数据中提取的能够反映渗流状态变化规律

的表征量。根据特征构建机理与表达层次的不同，

将渗流间数据特征划分为四类：物理特征、时域特

征、频域特征及深层特征，其分类及含义如表 1
所示。

不同类型特征在渗流状态表征中具有互补作

用：物理特征强调机理解释能力，时频特征强调动

态变化表达能力，而深层特征强调复杂数据关联表

达能力。本文通过融合上述多类型特征，构建多源

多维度渗流特征体系，以增强对渗流状态变化的综

合表征能力。

2. 3　传统特征提取方法　

基于渗流与岩土力学原理，计算渗流速度、水

力坡降、孔隙水压力梯度等物理特征；分析监测数

据自相关函数、互相关函数等时域特征和功率谱密

度等频域特征。

2.3.1　时域特征分析方法　

（1）自相关函数（ACF）
自相关函数（Autocorrelation Function，ACF）用

于刻画同一变量在不同时间点的相关性，定义为：

ACF ( τ )= E [ ( xt - μ ) ( xt + k - μ ) ]
σ 2 (5) 

式中：τ—时间延迟；E—xt间隔为 k 的自相关系数；xt

—时间序列；μ—数据均值；σ2—数据方差。

通过分析水位数据的自相关函数，可识别周期

性波动（如降雨引起的水位变化），当自相关特性突

然改变时，可能预示着坝体渗透特性发生变化。渗

流量自相关函数（ACF）在滞后期 30 天内的相关系

数衰减趋势，可识别渗流的长时相关性，正常工况

下 ACF 衰减缓慢，而病害前兆期衰减速率加快。

（2）互相关函数（CCF）
在工程渗流监测中，库水位变化与坝体内部孔

隙水压力之间通常存在一定的时间滞后响应关系。

为定量分析两类监测变量之间的滞后特性，本文引

入互相关函数（Cross-Correlation Function，CCF）对

水位与测压管监测时间序列进行分析，以确定渗流

响应的时间延迟特征，为后续监测数据的时间对齐

与校正提供依据。对于时间序列 xt 和 yt，先计算互

协方差函数：

γxy ( τ )= E [ ( xt - μx ) ( yt + τ - μy ) ] (6) 
式中：γxy（τ）—互协方差函数；E—数学期望；μx、μy
—序列 xt 和 yt 的均值，当 τ＞0 时，表示测压管孔隙

水压力相对于库水位变化存在滞后响应。

为消除不同监测变量量纲和幅值差异对分析

结果的影响，对互协方差函数进行归一化处理，得

到互相关函数：

ρxy ( τ )= γxy ( τ )
γxx ( 0 ) γyy ( 0 )

(7) 

式中：ρxy（τ）—互相关函数；γxx（0）、γyy（0）—分别为

水位和测压管数据的自协方差，即对应时间序列的

方差。互相关函数 ρxy（τ）的取值范围为［-1，1］，其绝

对值反映了两类监测变量在给定时间滞后条件下

的相关程度。

在滞后效应校正中，通过计算水位与测压管数

据的互相关函数，可捕捉两者的滞后响应关系，确

定渗流响应的时间延迟 ，为后续数据校正提供

依据。

（3）时间序列分解

将时间序列分解为趋势项、周期和随机项：

xt = Tt + St + Rt (8) 
式中：Tt—趋势成分；St——周期成分；Rt——随机

噪声。

通过分解可分离出渗流数据的长期变化趋势

（如坝体老化引起的渗流增量）与短期波动（如降雨

表  1　渗流监测数据特征分类及定义

Table 1　Classification and definition of seepage monitoring data characteristics

特征类别

物理特征

时域特征

频域特征

深层特征

特征来源

渗流力学计算

时间序列统计分析

频谱分析

深度学习模型提取

典型特征

水力坡降、渗流速度、孔隙水压力梯度等

自相关函数、互相关函数、趋势项

功率谱密度、频带能量占比

自编码器输出特征

工程意义

反映坝体渗流驱动力及渗透状态

描述渗流过程的时间演化特性及滞后响应关系

反映渗流过程的频率结构及周期变化特征

表征多源监测数据间的非线性耦合关系
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引起的瞬态变化），分离出的趋势项能反映坝体老

化引起的渗流增量，周期项则对应 30 天的降雨季节

性波动，随机项的方差增大可作为噪声异常的预警

指标。

2.3.2　频域特征分析方法　

渗流监测数据在时间域中通常表现为缓慢变

化趋势与局部波动叠加的特征，为进一步分析其频

率组成及能量分布特性 ，本文引入功率谱密度

（Power Spectral Density，PSD）对渗流监测时间序

列进行频域分析。功率谱密度用于描述信号功率

在频率域上的分布情况，反映不同时频成分对信号

整体能量的贡献。

本文采用 Welch 法［12］对渗流监测数据的功率谱

密度进行估计，基于 Welch 法的功率谱密度通过傅

里叶变换将时域信号转换为频域表示，并对各段功

率谱进行平均，实现对信号功率在频率域分布特征

的估计。设离散信号为 x（n），采样频率为 fs，每段长

度为 L，窗函数为 ω（n），则第 m 段信号的修正周

期为：

Pm ( f )= 1
LU

|∑n = 0
L - 1 xm ( n ) ω ( n ) e- j2πfn |2 (9) 

其中：

U = 1
L ∑n = 0

L - 1 ω2 ( n ) (10) 

对所有 M 个数据段进行平均，得到 Welch 法的

功率谱密度估计：

Pxx ( f )= 1
M ∑m = 0

M Pm ( f ) (11) 

式中：xm（n）—第 m 段信号的第 n 个采样点；ω（n）—

窗函数；L—每段数据长度；M—分段数量；f—频率

变量；Pxx（f）—信号在频率 f处的功率谱密度。

通过功率谱密度曲线进行分析，可获得信号在

不同频段内容的能量分布特征及主频变化情况。

相关研究及工程监测实践表明，正常运行状态下的

渗流监测数据通常以低频变化为主，其频谱能量主

要集中在低频段，而高频分量多与随机扰动或局部

结构变化有关。

2. 4　基于深度学习的特征提取方法　

近年来，数据驱动方法在大坝安全监测领域逐

渐得到关注，相关研究表明，机器学习与智能算法

能够有效挖掘监测数据中的潜在模式与异常信

息［13］。多种深度学习结构已被引入大坝渗流数据

建模中，如融合卷积神经网络（CNN）、长短期记忆

网络（LSTM）与注意力机制的模型，可综合考虑时

序依赖及特征信息，从而提升渗流监测数据分析的

准确性与稳定性［14］。在此背景下，引入深度学习方

法构建多维特征体系。深度学习特征提取以自编

码器（Autoencoder）为核心，旨在从多源监测数据中

挖掘传统方法难以捕捉的非线性、高阶关联特征，

为早期渗流病害识别提供更深层次的敏感信号。

输入数据的多源性整合与特征提取过程的多维度

融合，即通过结构设计将多源监测数据与传统多维

度特征进行深度耦合，最终生成同时包含物理意

义、时间动态、频率特性及跨源关联的高阶特征。

2.4.1　自编码器架构　

自编码器是一种由编码器和解码器组成的无

监督机器学习算法，其基本思想是分别采用编码器

和解码器对输入数据进行降维和重构，通过训练降

低重构数据和输入数据之间的重构误差，从而学习

数据的内部特征表示［15］。通过重构数据，自动编码

器从数据中学习复杂的高维特征，具有增强正常数

据与异常数据可分性的优势［16］。采用无监督学习

的自编码器架构，通过“编码压缩—解码重构”过程

学习数据的本质特征，核心是将高维传感器数据映

射到低维特征空间。自动编码器是一个具有对称

结构的三层前馈神经网络，其结构如图 10 所示。

（1）编码器—解码器原理

自编码器通过无监督学习重构输入数据，其编

码过程和解码过程可表示为：

h = f ( x )= s1 (Wx + b1 ) (12) 
y = g ( h )= s2 (W T h + b2 ) (13) 

式中：x—输入数据；h—编码后的数据；y—监测数

据残差分量的重构数据；W—输入层到隐藏层的权

重矩阵；b1—输入层到隐藏层的偏置；WT—隐藏层

到输入层的权重矩阵；b2—隐藏层到输入层的偏置；

s1、s2—非线性函数，通常可选择 sigmoid 函数。

自动编码器的学习目标是使得重构数据和输

入数据尽可能的接近，即最小化重构误差的值，则

图 1　自编码器结构示意图

Fig.1　Schematic diagram of an autoencoder structure
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自动编码器的损失函数可表示为：

L ( x,y )= 1
l ∑i = 1

l ( xi - yi )2 (14) 

式中：L（x，y）—监测数据残差分量的重构误差；l—
监测数据残差分量的训练样本个数。

（2）层级结构解析

输入层：接收 11 维传感器数据（与原始传感器

数量一致），作为模型的原始输入。其中，11 维监测

数据包括库水位、降雨量、温度、5 个测压管渗压水

位、渗流量、坝体横向位移量、坝体纵向位移量。

隐藏层（编码层）：设置 1 个隐藏层，维度为 8，负
责将 11 维输入数据压缩为 8 维特征。隐藏层维度

的选取将直接影响特征压缩效果与信息保留能力，

若过低会导致重要信息丢失，过高则会削弱特征压

缩效果，降低降维意义。预分析表明，当隐藏层维

度为输入维度的 60%~80% 时，可兼顾特征保留与

降维效果。并经对比分析，8 维结构在重构误差与

计算效率方面表现较优，故最终采用该设置。

输出层（解码层）：维度与输入层一致（11 维），

负责重构输入数据，通过最小化重构误差实现对隐

藏层特征的优化。

2.4.2　训练参数设计与优化机制　

自编码器模型参数的合理设置对特征提取效

果具有重要影响。为确保模型既能够充分提取监

测数据的非线性特征，又能够保持良好的稳定性与

泛化能力，本文结合监测数据特征与自编码器模型

原理，对关键参数进行了针对性设计。深度学习模

型并非直接对原始多源数据进行编码，而是将传统

多维度特征与原始多源数据共同输入模型，通过神

经网络的非线性变换实现跨纬度、跨来源的特征

融合。

（1）激活函数

在激活函数选择方面，编码器采用 logsig（对数

S 型函数）作为非线性映射函数，其输出范围为［0，
1］，与归一化后的监测数据取值范围一致，有利于

提高模型训练稳定性，并增强模型对非线性特征的

表达能力。 logsig 函数具有良好的非线性映射特

性，能够有效刻画渗流监测数据中多变量之间的复

杂关联关系。

解码器采用 purelin（线性函数），其作用是将隐

藏层特征映射回原始数据空间，实现对输入数据的

精确重构。由于监测数据已通过归一化处理，采用

线性函数可避免非线性变换对数据重构精度的影

响 ，有助于降低重构误差并提高特征表达的准

确性。

（2）正则化约束

通过惩罚大权重抑制过拟合，确保特征对噪声

不敏感；并通过稀疏性约束促使隐藏层神经元仅在

少数情况下激活（5% 比例），迫使模型学习如渗流

异常时的传感器协同变化此类关键的特征模式。

训练完成后，通过编码器（隐藏层）直接提取深

层特征，调用 encode 函数，将转置后匹配模型输入

格式的传感器数据映射至隐藏层，得到 8 维压缩特

征。最后将特征转换为表格形式，便于后续与传统

特征融合。

2.4.3　方法建立　

基于上述理论，构建如下应用框架：以“渗流监

测数据特征提取”为核心目标，依托多源监测数据

的量化分析，融合传统物理机理与数据驱动理论，

通过“数据预处理—特征提取”技术链，实现从原始

监测数据到病害敏感特征的转化。其核心逻辑是

通过数据预处理消除干扰，基于多维度特征提取捕

捉病害信号，为渗流病害识别提供理论支撑。从而

进一步对渗流监测数据特征特权结果进行分析，并

通过工程算例验证不同特征在渗流状态分析中的

表现。

2.4.4　深层特征提取优势　

自编码器是一种无监督网络模型，可以从输入

数据中学习其深层表示，从而利用网络的重构误差

实现数据的异常检测［17］。自编码器提取的 8 维特征

并非物理可解释的单一指标，而是反映多源传感器

数据间非线性关联的“复合特征”，其核心价值与优

势在于：

自编码器提取的深层特征为多源监测变量非

线性耦合的综合表达量，不对应单一物理指标。当

渗流工况变化时，多变量往往协同响应，深层特征

能够集中反映这种综合变化行为。相比传统物理

特征，其对早期微弱耦合异常更为敏感，可作为渗

流状态分析的重要补充信息。

因此，深层特征可以理解为一种坝体渗流状态

的综合表征量，其变化反映了渗流系统内部结构及

运行状态的变化：当深层特征稳定时，说明渗流结

构稳定；当其持续偏移或突变时，可能预示渗流状

态发生改变，具有潜在安全预警意义。此外，由于

深层特征通过非线性压缩提取形成，能够有效降低

监测数据中的噪声干扰，提高特征对渗流状态变化

的敏感性。因此，基于深层特征进行后续渗流异常

识别，有助于提高识别精度及可靠性。

综上，深度学习特征提取通过自编码器的无监
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督学习，从原始监测数据中挖掘出传统方法难以捕

捉的非线性关联特征，与传统物理特征、时空特征

形成互补，综合反映渗流过程多物理耦合变化的潜

在指标，不仅实现了监测数据的有效降维，而且能

够综合反映坝体渗流状态变化，有助于增强渗流监

测数据解释的完整性与可靠性，为后续渗流异常识

别与安全评估提供了可靠的数据基础。

3 算例验证分析  
3. 1　算例　

3.1.1　工程概况　

某水库大坝位于江苏省句容市，是一座以防

洪、灌溉、结合供水为主，兼顾水产养殖等综合效益

的中型水库。主坝为均质土坝，坝顶长 920m，最大

坝高 11.25m，坝顶宽 7.5m，安全监测项目主要包括

大坝渗流压力和表面变形。本次主要选取 2023 年

11 月~2024 年 11 月主坝库水位、5 个测压管、渗流

量、降雨及位移等监测数据为研究对象。

安全监测资料时间序列为 2023 年 11 月 1 日至

2024 年 11 月 18 日。在该时间序列，水库最高上游

水位为 27.01m，比历史最高水位 29.20m 低 2.19m；

水库最大日降雨量为 118mm。大坝渗流监测典型

断面布置如图 3 所示，环境量过程线如图 4、5 所示。

大坝部分测点渗透压力水位及渗流量过程线见

图 6、7。

3.1.2　特征提取结果分析　

基于某水库主坝 2023 年 11 月~2024 年 11 月的

监测数据，进行特征提取结果的量化分析与工程价

值验证。

（1）小波滤波处理

为去除高频噪声，采用 db4 小波基进行 3 层分

解。经试算分析 3 层分解在保证去噪效果的同时有

助于较好地保持渗流监测数据的整体变化特征，因

此本文选取 db4 小波基与 3 层分解作为小波去噪

参数。

某水库大坝原始渗流量监测数据经小波滤波

去噪前后对比效果如图 8 所示。原始渗流量数据存

图 2　渗流监测数据特征提取体系

Fig.2　Framework for seepage monitoring data feature extraction

图 3　大坝渗流监测典型断面布置图

Fig.3　Typical cross-section layout diagram for dam seepage monitoring
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图 5　水库主坝上游水位过程线图

Fig.5　Upstream water level process diagram for the main dam of the reservoir

图 4　水库主坝降雨量变化图

Fig.4　Rainfall variation chart for the main dam of the reservoir

图 7　水库主坝渗流量过程线图

Fig.7　Seepage flow process diagram for the main dam of the reservoir

图 6　水库主坝部分测点渗流压力水位过程线图

Fig.6　Seepage pressure water level process diagram for selected monitoring points on the main dam of the reservoir
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在显著异常值与高频波动其中 2023 年 11 月 10 日出

现 497.71m3/s 的极端异常值，且日常波动频率超过

1 次/天，掩盖了真实渗流趋势。

滤波去噪后渗流量异常值被有效剔除，高频波

动显著降低，数据趋势更加清晰。降雨后渗流量呈

现约 2 天滞后响应，符合入渗—孔隙水压力上升—

渗流量增加的物理规律。结果表明小波参数选择

合理，未损失有效信号，为后续降雨 -渗流关联分析

提供了干净的数据基础。

（2）归一化

归一化将 11 维监测数据映射至［0，1］区间，解

决各监测数据量纲差异导致模型偏向高数值特征

的问题。位移 X 表示坝体某典型测点在顺坝轴方向

的位移监测量。某水库大坝监测数据经归一化处

理后效果如图 9 所示。归一化前水位数值是位移的

数倍，模型易优先学习水位特征；归一化后所有特

征处于同一量级，无超出［0，1］的数值，确保后续自

编码器与传统模型能公平学习各特征。

以水位 -位移协同分析为例：归一化前，位移信

号因数值过小被水位掩盖，无法观察两者关联；归

一化后，2024 年 5 月 12 日降雨量 44mm，水位升至

0.92（对应 27.1m）时，位移 X 的归一化值升至 0.75
时，对应的原始位移量约为 0.0022mm，表明该测点

在该时段内位移变化幅度较小，呈现水位上升后坝

体微量位移的正常响应，验证了归一化对弱信号保

留的作用。

（3）物理特征计算

渗流速度、水力坡降及孔隙水压力梯度可直接

反映坝体渗流驱动力与土体渗透状态，当水力坡降

持续超过规范允许值时，预示坝体可能出现管涌或

渗流通道。其中，水力坡降通过相邻测压管水头差

与其空间距离计算得到；渗流速度依据达西定律，

由水力坡降与坝体等效渗透系数计算获得；孔隙水

压力梯度则通过测压管水头沿坝体空间分布的差

分近似计算得到。

某水库大坝的物理特征变化趋势如图 10 所示。

水力坡降数值范围 0.002~0.045，多数时段稳定在

0.005~0.015，2024 年 2 月 3 日后升至 0.042，未超过

规范限值，说明坝体防渗体暂未出现管涌风险。渗

流速度范围为 2×10-9~4.5×10-8m/s，2024 年 1 月 19
日降雨量 14mm 后从 8×10-8m/s 升至 4.2×10-8m/s，
远小于管涌临界渗流速度 1×10-6m/s，且速度变化

与水力坡降同步，验证了水力坡降主导渗流速度的

物理规律，无异常突变。孔隙水压力梯度范围为

0.05~0.22，2024 年 3 月~5 月稳定在 0.15~0.18，对
应坝体中上部孔隙水压力分布均匀；7 月后降至

0.08~0.15，与夏季蒸发量增大导致的孔隙水压力

消散一致。基于测压管水头数据计算得到的渗流

速度、水力坡降及孔隙水压力梯度在研究时段内呈

现一定的波动变化特征，上述变化反映了该测点及

其附近坝体区域渗流条件随外部水力因素变化的

响应情况。

（4）时域特征分析

某水库大坝的渗流量自相关、互相关函数图见

图 11、12。渗流量自相关函数（ACF）常用于描述时

间序列在不同滞后期下的相关性特征，其衰减速度

可反映序列的时间依赖程度。在渗流监测数据分

析中，若自相关系数在较长滞后期内仍保持较高水

平，通常表明渗流过程具有一定的长时相关性。基

于算例数据分析结果显示滞后 0~10 小时：自相关

系数 1.0~0.9，说明渗流量短时间内具有强相关性，

即土体孔隙水压力变化缓慢；滞后 10~30 小时：自

相关系数从 0.9 降至 0.8，衰减平缓，符合渗流是粘

滞性流体运动，能量耗散慢的特性。结果显示滞后

图 8　渗流量小波去噪效果图

Fig.8　Wavelet denoising effect diagram of seepage flow

图 9　Min-Max归一化效果对比图

Fig.9　Comparison diagram of Min-Max normalization ef⁃
fects
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期内相关系数衰减平缓，表明渗流过程具有明显的

长时相关性，该特征可用于辅助分析渗流变化的持

续性特征。

渗流量 -水位互相关函数（CCF）可捕捉两者的

滞后响应关系。水库案例显示滞后 2 小时内 CCF
系数达最大值 0.92，验证了库水位变化后，渗流量滞

后 2 小时响应的规律。若某时段滞后时间超过 5 小

时，可能是坝体内部孔隙堵塞导致渗流响应变慢，

需结合测压管数据进一步排查，该滞后时间可作为

判断坝体渗透通道通畅程度的间接指标。

渗流量时间序列分解见图 13。时间序列分解

（趋势项+周期项+随机项）分离出的趋势项能反

映坝体老化引起的渗流增量，周期项则对应 30 天的

降雨季节性波动，随机项的方差增大可作为噪声异

常的预警指标。趋势项从 2023 年 11 月的 0.048m3/s
缓 慢 升 至 2024 年 11 月 的 0.11m3/s，年 增 量

0.0062m3/s，属坝体正常老化，压实度降低导致渗流

量缓慢增大，未超过年增量 0.05m3/s 的预警阈值。

周期项呈现 30 天左右的周期项波动，与月降雨周期

完全同步，验证了降雨是渗流周期波动的主导因

素。残差项方差稳定在 -8×10-4~6×10-4，未出现骤

增，说明无突发噪声或异常渗流事件。以上结果表

明时域特征可用于表征渗流系统的稳定程度、持续

性变化及潜在异常波动。

（5）频域特征分析

某水库大坝监测数据频域特征分析如图 14 所

示，基于监测数据分析结果，正常运行工况下渗流

监测数据的功率谱能量主要集中于低频范围，表明

渗流过程以长期缓慢变化为主。当频谱主频位置

或能量分布结构发生持续偏移时，可能意味着渗流

控制因素发生变化，说明渗流系统对突发外部扰动

具有敏感响应特征。此外，功率谱密度的主频通常

分布于低频区间，其变化可用于辅助分析渗流过程

的周期性特征。因此，频域特征可用于区分长期趋

势演化与短期扰动响应，为异常演化分析提供结构

层面依据。

（6）深层特征提取

自编码器提取的 8 个深层特征为对原始多维渗

流监测数据的低维表示，其本身不对应单一明确的

物理量。深层特征是通过数据驱动学习的抽象压

缩表示，通过最小化重构 11 维数据的均方误差

（MSE）学习得到，不是直接对应原始特征。其本质

是融合了原始监测指标的关联信息，而非基于物理

图 11　渗流量自相关函数图

Fig.11　ACF diagram

图 10　物理特征变化趋势图

Fig.10　Variation trend diagram of physical characteristics

图 12　水位-渗流量互相关函数图

Fig.12　CCF diagram
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公式计算的可解释指标。为增强分析的系统性，将

从特征变化趋势及其与典型渗流物理量的关系入

手，对 8 个深层特征进行分类分析与解释。

 

图 14 渗流量功率谱密度与频带能量占比

Fig.14　Power spectral density of seepage flow and proportion of frequency band energy

图 13　渗流量时间序列分解示意图

Fig.13　Schematic diagram of seepage flow time series decomposition

表  2　深层特征分类及解释

Table 2　Classification and interpretation of deep features

特征分类

趋势响应型深层特征

波动敏感性型深层特征

综合耦合型深层特征

时间序列平滑

长期趋势明显

对短期变化敏感

波动幅度相对较大

与外部扰动相关

多变量耦合响应

在状态变化时同步变化

特征编号

深层特征 1

深层特征 3

深层特征 6

深层特征 2

深层特征 5

深层特征 4

深层特征 7

深层特征 8

主要响应特征

变化过程较为平稳，其长期变化趋势与库水位的整体变化保持高一致性。

在时间域中其变化节律与渗流量的长期变化具有一定相关性。这表明在一

定程度上反映了渗流量变化对渗流过程的长期影响。

当渗流工况发生持续性变化时，其变化趋势逐渐显现，反映了渗流过程在稳

定条件下的响应特征。

在时间序列中呈现出较为明显的波动特征，其变化在部分时段内与水力坡降

短期波动具有较好同步性。这表明该特征对渗流过程中的短期扰动具有较

高敏感性，反映了渗流过程中综合工况变化的影响。

波动幅度较显著，其变化可能与局部环境扰动或监测噪声等因素共同作用有

关。

未表现出与单一渗流物理量的显著对应关系，其变化更多体现为对多源监测

数据综合变化的响应。当渗流状态发生调整时，该特征通常与其他深层特征

同步变化，反映了多变量耦合效应。

在多个监测变量同时发生变化的阶段表现出较为明显的响应，其变化过程体

现了渗流过程内部多物理量之间的协同变化特征。

反映了其对多源监测信息综合变化的敏感性，该特征可被视为对复杂渗流行

为的综合响应指标之一。
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从图 15 的训练误差变化过程可以看出，模型在

训练过程中误差逐渐收敛并趋于稳定，说明所设置

隐藏层维度及激活函数参数能够有效提取监测数

据的主要特征信息，同时保持良好的模型稳定性与

特征表达能力。选取前 100 个有效样本的 8 维深层

特征，绘制深层特征热力图，如图 16 所示。样本

30~40（2024 年 1 月 19 日~1 月 28 日，降雨时段）的

深层特征 3 数值达 0.5~0.6，与同期水力坡降 0.03~
0.04、渗流量 0.09~0.10m3/s 高度同步，说明该特征

能捕捉降雨—物理特征异常的协同模式。正常样

本（如 1~10 号，无降雨）的深层特征集中在 0.4~0.5
（蓝色），异常样本（降雨时段）集中在 0.6~0.7（橙

色），区分度达 80%，为后续异常检测提供了高辨识

度的特征。

选取前 3 个关键深层特征绘制时间趋势图，以

展示深度学习特征提取成果，如图 17 所示。特征 1
能够同步反映库水位的变化过程，在一定程度上反

映了外部工况对渗流过程的长期影响；特征 2 对渗

流过程中的水力坡降短期扰动具有较高敏感性，可

用于反映渗流变化的瞬时响应特征；特征 3 在一定

程度上反映了渗流量对渗流过程的长期影响。

从时间演化特征来看，特征 1 的变化过程相对

平稳，其长期变化趋势与库水位变化保持较好一致

性。以 2024 年 2 月初水位升高过程为例，特征 1 的

变化趋势与水位变化过程具有较好一致性，反映了

外部水位变化对多源监测数据的综合影响。

特征 2 对局部时段水力坡降变化表现趋势具有

一定相关性，以 2024 年 7 月水力坡降变化为例，特

征 2 数值出现较为明显的响应，在该时间段持续抬

升，并在 8 月呈下降趋势，反映了渗流过程中综合工

况变化的影响。

相比之下，特征 3 在渗流量变化阶段呈现出持

续性变化特征，其变化趋势与渗流量变化保持较好

一致性。在 2024 年 1 月中旬降雨过程后，特征 3 出

现一定程度的滞后抬升，与渗流量的变化过程具有

同步性，表明该特征可用于表征渗流过程的长期演

化特征。

分析结果表明，8 维深层特征表现出差异化响

应特性。部分特征与水位或渗流量变化趋势一致，

体现长期响应能力；部分特征对水力坡降短期波动

敏感，反映瞬时扰动；其余特征表现为多变量协同

响应。训练误差稳定收敛，说明模型结构合理。热

力图结果显示，降雨阶段深层特征空间出现明显偏

移，区分度较高。在部分阶段中，单一物理量尚未

出现明显异常，而深层特征已呈现趋势项偏移，说

明其对多变量耦合关系变化具有更高敏感性。

3.1.3　小结　

综合分析可知，不同类型特征分别从驱动力、

响应强度、周期结构及耦合关系等多个层面刻画渗

流系统运行状态。物理特征反映外部水动力条件

变化，统计特征表征系统稳定性，频域特征揭示周

期结构，深层特征刻画多变量耦合演化过程。各类

特征相互补充，能够形成对渗流状态的立体认知框

架。当坝体由正常运行状态向异常演化阶段过渡

时，通常表现为：水力坡降逐步抬升、波动幅度增

加、频谱能量结构改变以及深层特征空间偏移等综

合征象。因此，基于多维特征融合进行状态综合判

别，有助于提高异常识别的可靠性与前瞻性。

综上，算例验证结果表明，所构建的多维特征

体系不仅能够反映坝体渗流变化趋势，还具备识别

异常演化过程的潜在能力，为坝体渗流安全评估与

图 15　自编码器训练误差曲线

Fig.15 Training error curve of the autoencoder

图 16　自编码器深层特征热力图

Fig.16 Heatmap of Autoencoder deep features

12



罗诗怡，等：土石坝渗流安全监测数据特征提取方法研究

预警决策提供了多维支撑。

3. 2　与现有特征提取方法的对比验证　

为验证本文所提出深层特征提取方法的有效

性，选取主成分分析（Principal Component Analysis，
PCA）作为对比方法开展特征提取对比分析。PCA
作为一种经典的线性降维方法，已广泛应用于工程

监测数据特征提取研究中，具有较好的代表性［18］。

为保证对比的公平性，PCA 与本文自编码器方

法均以归一化后的 11 维渗流监测数据作为输入，并

统一提取 8 维低维特征。对比分析主要从特征的时

间演化特性、与典型渗流物理量的相关性以及信息

分布特征等方面展开。

3.2.1　特征时间演化特性对比分析　

图 18 给出了自编码器深层特征与 PCA 主成分

在同一监测时段内的时间演化对比结果。可以看

出，PCA 提取的主成分整体变化较为平滑，主要反

映了监测数据中的整体变化趋势。而自编码器提

取的深层特征在保持长期变化趋势一致性的同时，

对局部波动和阶段性变化表现出更为敏感的响应

特征。

该结果表明，自编码器深层特征能够在一定程

度上捕捉渗流过程中的细微变化信息，有助于对渗

流状态变化过程进行更为细致的刻画。

3.2.2　特征与渗流量相关性对比分析　

为进一步分析不同特征提取方法对渗流物理

信息的表达能力，本文计算了各类特征与渗流量之

间的相关系数，结果如图 19 所示。

从相关性分布可以看出，PCA 主成分的相关性

主要集中于前少数几个分量，而其余分量与渗流量

的相关性较弱。相比之下，自编码器提取的部分深

图 17　深度学习特征提取结果

Fig.17　Deep learning feature extraction results

图 18　AE与 PCA特征时间演化对比图

Fig.18　Comparison diagram of feature time evolution between AE and PCA
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层特征与渗流量均表现出较为明显的相关性，且相

关性分布相对分散。这表明自编码器深层特征能

够从多个维度反映渗流物理量的变化特征。

3.2.3　信息分布与压缩特性对比分析　

如图 20 所示，从特征信息分布角度对比分析可

见，PCA 提取的特征信息主要集中在前 2~3 个主成

分中，其余主成分的方差贡献较小，而自编码器提

取的深层特征在各维度上的信息分布相对均衡，体

现了其在多源监测信息融合方面的特点。

该特性有利于在后续分析中综合利用多维特

征信息，避免信息过渡集中于少数特征维度。

综上所述，与 PCA 等传统特征提取方法相比，

自编码器提取的深层特征在时间演化响应、相关性

表达及信息分布方面表现出不同的特性，能够从多

个角度反映渗流监测数据的变化特征。本文方法

可作为传统特征提取方法的有益补充，为渗流监测

数据的多维特征分析提供支持。

4 结论  
针对土石坝渗流监测数据多源、多维及非平稳

特性，本文构建了融合物理特征、时频域特征与深

层特征的多维特征提取体系，并通过工程算例进行

了验证，主要结论如下：

（1）不同类型特征在渗流状态表征中具有明显

互补作用。物理特征能够反映渗流驱动力变化，时

域与频域特征揭示动态响应与周期结构特征，深层

特征能够刻画多源监测变量间的非线性关联。多

维特征融合有助于增强渗流性态的整体表达能力。

（2）自编码器提取的深层特征在状态变化阶段

表现出较高敏感性，在保持物理信息关联的同时，

实现了对高维监测数据的有效压缩与综合表达，可

作为传统特征分析的有益补充。

（3）与主成分分析等方法相比，深层特征在时

间演化响应与信息分布方面表现出不同特性，验证

图 19　AE与 PCA特征相关性对比图

Fig.19　Comparison diagram of feature correlation between AE and PCA

图 20　AE与 PCA方差贡献对比图

Fig.20　Comparison diagram of variance contribution between AE and PCA
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了数据驱动特征在复杂渗流行为刻画中的应用

潜力。

总体来看，融合物理机理与数据驱动方法构建

多特征体系，为渗流监测数据的综合分析提供了一

种系统化思路。后续研究可结合更多工程实例与

实际预警需求，进一步评估其适用范围与工程应用

价值。
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